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Preguntas de esta parte

• ¿Cuál es el análisis óptimo para una señal?

• ¿Cómo analizamos mediante diccionarios?

• ¿Qué pasa si el diccionario es una base ortogonal u 

ortonormal?

• ¿Qué pasa en el caso de diccionarios formados por 

familias de bases?

• ¿Cómo encontramos la representación en casos de 

diccionarios más generales (dados)?

• ¿Cómo encontramos el diccionario que mejor se 

ajuste a nuestra señal?



Organización

1. Introducción y Motivación

2. Diccionarios formados por familias de bases 
(búsqueda de bases)

3. Diccionarios generales (inferencia o selección de 
coeficientes)

4. Diccionarios óptimos (aprendizaje o búsqueda del 
diccionario) 



Organización

1. Introducción y Motivación:
a) Análisis óptimo de señales.

b) Modelado y representación.

2. Diccionarios formados por familias de bases 
(búsqueda de bases)

3. Diccionarios generales (inferencia o selección de 
coeficientes)

4. Diccionarios óptimos (aprendizaje o búsqueda del 
diccionario) 



Organización

1. Introducción y Motivación

2. Diccionarios formados por familias de bases 
(búsqueda de bases):

a) Mejor base ortogonal (BOB),  

b) Base discriminante local (LDB), 

c) Otros: Base menos dependiente estadísticamente 
(LSDB), Base de mejor dispersión (BSB), criterios 
especiales.

3. Diccionarios generales (inferencia o selección de 
coeficientes)

4. Diccionarios óptimos (aprendizaje o búsqueda del 
diccionario) 



Organización

1. Introducción y Motivación

2. Diccionarios formados por familias de bases 
(búsqueda de bases)

3. Diccionarios generales (inferencia o selección de 
coeficientes):

a) Basis Pursuit (BP)

b) Matching Pursuit (MP)

c) NOCICA

4. Diccionarios óptimos (aprendizaje o búsqueda del 
diccionario)



Organización

1. Introducción y Motivación

2. Diccionarios formados por familias de bases 
(búsqueda de bases)

3. Diccionarios generales (inferencia o selección de 
coeficientes)

4. Diccionarios óptimos (aprendizaje o búsqueda del 
diccionario): 

a) Diccionarios fijos o “a medida”

b) Diccionarios “óptimos” (MOD, K-SVD, NOCICA, 
LPICA, EMD).



¿Cuál es el análisis óptimo 

para una señal?

Φ =x a



¿Cúal es el análisis óptimo?

?

Conocimiento a priori

Herramientas adecuadas

Ignorancia

Cualquier Herramienta



Análisis óptimo

• Características deseables:

– Evidencie claramente los rasgos o pistas 

significativas (depende del problema).

– Preserve esta información en condiciones 

adversas (depende del ruido o distorsión).



Análisis óptimo

• Posibles problemas (≠ señales):

– Clasificación

– Filtrado o limpieza

– Compresión

– …

Pregunta abierta: 

¡cuando la respondamos solucionamos el problema!

¿Más de uno a la vez?



Tipos de análisis de señales

• Lineal invariante en el tiempo (Fourier).

• Lineal no estacionario (STFT, Onditas).

• No lineal y/o no estacionario:
– Distribuciones tiempo-frecuencia.

– Representaciones basadas en diccionarios.
• Representaciones ralas y/o independientes.

• Otros:
– Específicos señal: voz (Cepstra, LPC, modelos oído)

• ¿Robustez?

Clásico en voz

Generalidad
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¿Cómo analizamos mediante 

diccionarios?

Φ =x a



Algunas definiciones…

• Diccionario: colección de funciones 
(en general c/norma unitaria).

• Átomos: cada una de las funciones 
del diccionario.

• Base: mínimo diccionario de 
funciones l.i. que generan al 
espacio.

• Ortogonal: las funciones no tienen 
“componentes comunes” (p.i. = 0)

• Sobre-completo: más átomos que las 
dimensiones del espacio 
(redundante)..

• Sub-completo: menos átomos que 
las dimensiones del espacio 
(insuficiente o incompleto).

Dirac Fourier (Real)

STFT (banda ancha) STFT (banda angosta)

DWT WPT

t

a



Representar implica “modelar”

Modelo / SistemaAmbiente/

Datos / Entrada

Representación/

Código /Salida
M -1

Φ ε( , )x aM

x F a

Modelado por síntesis

Efectos Causas

Problema directo (síntesis)

Problema inverso (análisis)x a

?



Modelización de Señales

Corteza
auditiva

Oído

Habla/ sonidos
ambientales

Activación
cortical

x F a

Modelo / SistemaAmbiente/
Datos / Entrada

Representación/
Código /Salida

M
-1

Φ ε( , )x aM

Ejemplo



Observaciones

• Modelado: sistemas vs señales.

• Problemas directos y problemas inversos.

• Problemas mal condicionados.

Regla

sistema

Señal

Entrada

(Causas)

Señal

Salida

(Efectos)



Problema bien condicionado

• Un problema bien condicionado satisface los 

siguientes postulados :

1. Existe una solución.

2. La solución es única.

3. La solución depende continuamente de los datos.

• Se denominan postulados de Hadamard

Si no se cumple alguno entonces el problema está mal condicionado



Planteo general (inverso)

Φ, a) + ε(=x M

Φ

ε

donde:

 es el vector de la señal

 es el vector de la representación

 es la matriz de parámetros del modelo

 es una función general no lineal

 es un vector de ruido aleatorio

x

a

M

Observación:

Para simplificar se ha supuesto ruido aditivo aleatorio, aunque 

de todas formas es un problema mal condicionado, … 

Φ

ε

en el caso general:

 conocida

 desconocido

 desconocido

 desconocida

 desconocido

x

a

M

Objetivo



Planteo “lineal” (inverso)

ε Φa εag g
g

f
ÎG

= + = +åx

Φ

ε

donde:

 es el vector de la señal

 es el vector de coeficientes

 es la matriz de elementos del diccionario

 es un vector de ruido aleatorio

x

a

Observación: 

Si no hay ruido y Φ es una matriz cuadrada unitaria conocida, 

el problema se simplifica enormemente …

Φ

ε

en el caso general:

 conocida

 desconocido

 desconocido

 desconocido

x

a
Objetivo

Modelo de síntesis lineal



Diccionarios para síntesis

• Diccionarios:

– Bases

– Marcos

– Generales=

M

N
x

a

F

Átomos del

Diccionario Coeficientes

Señal

Φ =a x



Generales

Bases

Ortogonales

Marcos

Ortonormales

Clasificación de los diccionarios…

F



Clasificación de los diccionarios…

Diccionarios

Discretos 
Finitos

Bases

Ortogonales

Ortonormales
(o unitarias)

No 
ortonormales

(o no unitarias)

No ortogonales 
(de Riesz)

Normalizados

No 
normalizados

Marcos

Ajustado

…

…

No ajustado

…

…

Familias de 
Bases

Generales

Completo

…

…

Sobrecompleto

…

…

Subcompleto

…

…

¿Las cotas 

son iguales?

¿Dimensiones 

espacio = 

átomos del 

diccionario?

¿
E

s
tá

n
 n

o
rm

a
li

z
a

d
o

s
?

¿Las columnas son l.i.?

¿Cómo están formados?

¿Es posible reconstruir la 

señal?

DFT, 

DDWT

STFT, WT Rep. Ralas e 

independ.

¿Es redundante?

¿Es completo?

¿Es acotado?F
¿Las columnas 

son ortogonales?

WPT, CPT



Posibles diccionarios

1. Bases ortogonales tradicionales:
1. DFT, DCT, DDWT, etc.

2. Marcos tradicionales (generalización bases):
1. Marcos derivados de WT, o STFT

3. Familias de bases ortogonales (o bases “adaptativas”): 
1. Mejor base ortogonal (BOB), 

2. Base discriminante local (LDB), 

3. Base menos dependiente estadísticamente (LSDB), 

4. Base de mejor dispersión (BSB)

4. Generales (ni bases, ni ortogonales, ni completos):
1. Armados ad-hoc a partir de la unión o combinación de bases o familias de 

funciones.

2. Óptimos, generados a partir de los datos (rep. ralas e ind.).



Síntesis vs Análisis

Plano

Síntesis

a

Plano

Análisis

a

Señal

x

Φ = WPT

Symlets(8)

x10

En el caso ortogonal 

sin ruido coinciden!



Síntesis vs Análisis

Plano

Síntesis

a

Plano

Análisis

a

Señal

x

Φ = WPT

Symlets(8)

x10

En el caso ortogonal 

sin ruido coinciden!

Efectos

Causa

“real” única

Directo

Inverso 

Muchas 

causas

“posibles”



Preguntas de esta parte

• ¿Cuál es el análisis óptimo para una señal?

• ¿Cómo analizamos mediante diccionarios?

• ¿Qué pasa si el diccionario es una base ortogonal u 

ortonormal?

• ¿Qué pasa en el caso de diccionarios formados por 

familias de bases?

• ¿Cómo encontramos la representación en casos de 

diccionarios más generales?

• ¿Cómo encontramos el diccionario que mejor se 

ajuste a nuestra señal?

TRIVIAL



¿Qué pasa si el diccionario es una 

base ortogonal u ortonormal?

Φ =x a



Planteo lineal sin ruido (clásico)

Ya =  x

-1Φ

ε

donde:

 es el vector de la señal

 es el vector de coeficientes

 es una matriz cuadrada = 

 = 0

Y

x

a

Observación:

Φ

ε

en el caso particular:

 conocida

 desconocido

 conocido

 conocido

x

a

Además, en general  constituye una transformación unitariaY



Ejemplo: Diccionario DFT

1) 2) 3) 4) 5) 6) 7) 8)

9) 10) 11) 12) 13) 14) 15) 16)

17) 18) 19) 20) 21) 22) 23) 24)

25) 26) 27) 28) 29) 30) 31) 32)

33) 34) 35) 36) 37) 38) 39) 40)

41) 42) 43) 44) 45) 46) 47) 48)

49) 50) 51) 52) 53) 54) 55) 56)

57) 58) 59) 60) 61) 62) 63) 64)

50 100 150 200 250

50

100

150

200

250

Φ = real(DFT)



1) 2) 3) 4) 5) 6) 7) 8)

9) 10) 11) 12) 13) 14) 15) 16)

17) 18) 19) 20) 21) 22) 23) 24)

25) 26) 27) 28) 29) 30) 31) 32)

33) 34) 35) 36) 37) 38) 39) 40)

41) 42) 43) 44) 45) 46) 47) 48)

49) 50) 51) 52) 53) 54) 55) 56)

57) 58) 59) 60) 61) 62) 63) 64)

50 100 150 200 250

50

100

150

200

250

Ejemplo: Diccionario DDWT

Φ = daub(16)



¿ Qué pasa en caso de 

diccionarios formados por 

familias de bases?

Búsqueda de bases 

(derivadas de WPT o CPT)

Φ =x a



Búsqueda de Bases (ortogonales)

• Algunas sub-colecciones de átomos en los 
diccionarios WPT y CPT son bases ortogonales 
(todas las derivadas de árboles binarios admisibles, 
Teor. 8.2 Mallat, 3er Ed.).

• Entonces, es posible desarrollar esquemas de 
descomposición específicos para diferentes criterios.

A partir de aquí es un problema clásico 

de encontrar los coeficientes para una 

base ortogonal…
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Posibles criterios:

• 0 : “norma”-0 

• 1 : norma-1 (fdp laplaciana)

•  : curtosis

•  : entropías (o complejidad)

• #bits : cantidad de bits

• MSE   y otras específicas 

• Otros: Cauchy, D, varimax, minvol, etc.

Normas y 

medidas

Estadística e 

información

Grado de ajuste  

y aplicación



Átomos t-f
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Diccionarios y

Particiones 

t-f

CPT; cuasi-DCT CPT; “agujero negro” DDWT

WPT; DDWT “invertida”

t

f

WPT; arbitraria

t

f
f ff

t tt

Dirac Fourier CPT; cuasi-Gabor

f f f

t t t

Mezcla WPT+CPT

t

f

Diccionario 

no l.i.

no completo



Diccionario WPT (1)
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Árbol cuasi-Gabor

Ondita madre Daubechies 8

(N=256, J=3)



Diccionario WPT (2)

1) 2) 3) 4) 5) 6) 7) 8)

9) 10) 11) 12) 13) 14) 15) 16)

17) 18) 19) 20) 21) 22) 23) 24)

25) 26) 27) 28) 29) 30) 31) 32)

33) 34) 35) 36) 37) 38) 39) 40)

41) 42) 43) 44) 45) 46) 47) 48)

49) 50) 51) 52) 53) 54) 55) 56)

57) 58) 59) 60) 61) 62) 63) 64)



Diccionario WPT (3)
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Ortogonal



Paquetes de Cosenos (CPT)



Diccionario CPT (1)

1) 2) 3) 4) 5) 6) 7) 8)

9) 10) 11) 12) 13) 14) 15) 16)

17) 18) 19) 20) 21) 22) 23) 24)

25) 26) 27) 28) 29) 30) 31) 32)

33) 34) 35) 36) 37) 38) 39) 40)

41) 42) 43) 44) 45) 46) 47) 48)

49) 50) 51) 52) 53) 54) 55) 56)

57) 58) 59) 60) 61) 62) 63) 64)



Diccionario CPT (2)

50 100 150 200 250 300 350

20

40

60

80

100

120

Sobrecompleto



Búsqueda de Bases (ortogonales)

• Criterios:

– Entropía de los coeficientes BOB

– Mayor discriminación entre clases LDB

– Independencia de los coeficientes LSDB

– Dispersión de los coeficientes BSB

– Otros: i.e. perceptual PWPT

Compresión Clasificación General Filtrado
Aplicaciones



Mejor Base Ortogonal (BOB)



Mejor Base Ortogonal (BOB)

• Coifman y Wickerhauser (1992): 

– Método para seleccionar una base ortogonal en 
forma adaptativa, que es la “mejor base” en el 
sentido de una función de costo aditiva.

– Esta función de costo es generalmente la entropía
de la energía de los coeficientes a.

• Ésta entropía es “diferente” de la clásica relacionada con la función de 
distribución de probabilidad de los coeficientes.



Información y Entropía

Shannon:

ai :  v.a.,    Pa = { p1, …, pN } (fdp)

Física:

Información para localizar un sistema en un estado determinado

1

( ) log( )
N

n n

n

P p p
=

= −H
Valor esperado 

de la cantidad 

de información
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Costo aditivo



Entropía para BOB

• Densidad de energía: 

1) Coeficientes normalizados por energía:

ai = x i , 

Pa = { p1, …, pN } = { a1
2, …, aN

2 } / Σi ai
2

1

( ) log( )
N

n n

n

P p p
=

= −



¿Densidad de energía costo aditivo?

( )aPH

Aditivo respecto a p

No aditivo respecto a a 

(Generalmente)



Entropía para BOB

• Energía: 

2) Energía de los Coeficientes:

ai = x i ,   

Pa = { p1, …, pN } = { a1
2, …, aN

2 } 

1

( ) log( )
N

n n

n

P p p
=

= −
El mínimo 

coincide con 

el del caso 

anterior …



Otras Entropías…

q-Entropía:

(q ≠ 1)

o Harva-Charvat-Daróvczy-Tsallis

( ) ( )1

1

( ) 1
N

q

q n n

n

H P q p p
−

=

= − −



Mejor Base Ortogonal (BOB)



Mejor Base Ortogonal (BOB)



Mejor Base Ortogonal (BOB)



Mejor Base Ortogonal (BOB) 

Descomponiendo el árbol de coeficientes por escala en R8



Algoritmo BOB (intuitivo)

Paso 1: Se marcan todos los nodos inferiores



Algoritmo BOB

Paso 2: Se marcan todos los nodos padres de costo menor (que los hijos) 

y en los que no se marcan se reemplaza su valor por el de los hijos.



Algoritmo BOB

Paso 3: Se retienen los marcados del nivel más alto arriba (menor costo)



Algoritmo BOB (Mallat)



Ejemplo 

BOB

WPT

CPT



Algoritmo BOB “conjunto” (Joint)

• En el caso anterior se genera una base diferente para 
cada señal.

• En muchos problemas tenemos un conjunto de 
señales y queremos encontrar la base óptima respecto 
a todas ellas.

• Para ello se utiliza el denominado JBOB que 
básicamente acumula en una sola matriz los  costos 
para cada señal y luego encuentra una única base.



Base discriminante local (LDB)



Base discriminante local (LDB)

• Saito y Coifman (U. Yale, 1994):

– Continua ideas desarrolladas en BOB pero 

orientado a problemas de clasificación.

– Selecciona la base que maximiza una medida de 

discriminación entre clases (entropía relativa).

– Permite ordenar los coeficientes (características) 

por importancia relativa.



Entropías Relativas

Divergencia Kullback–Leiber:

• Asociada a la entropía de Shannon

• Mide la desviación entre 2 fdp  pn , rn (0 si son iguales)

• No es simétrica

( )
1

log
N

n

n

n n

p
P R p

r=

 
=  

 
D



Entropías Relativas LDB

Divergencia Kullback–Leiber:

• Aquí p y q pueden asociarse a las distribuciones de energía de los 

coeficientes para cada clase (caso binario).

• Se puede extender también a C clases:

( )
1

log
N

n

n

n n

p
P R p

r=

 
=  

 
D



Entropías Relativas

q–Divergencia:

( )
1

1

1
1

1

q
N

n

q n

n n

p
D P R p

q r

−

=

  
 = −  

−    




Definiciones LDB

Subconjunto de señales de entrenamiento que pertenecen a la clase c:

Mapa de energía tiempo-frecuencia de la clase c :

Discriminación para la clase c :

j: nivel o escala

k: banda frecuencia

l: localización temporal



Algoritmo LDB

1. Seleccionar un diccionario WPT o CPT, especificando nivel de 
descomposición J y una medida discriminante aditiva D. 

2. Construir mapas de energía tiempo-frecuencia Γc para las 
clases c = 1,…, Nc.

3. Aplicar BOB con D(Γc) para seleccionar la base que mejor 
discrimina entre las clases.

4. Ordenar los elementos de la base respecto a su poder 
discriminante (i.e. con D(Γc) respecto a c/elemento).

5. Usar los (k ≤ N) elementos de mayor poder discriminante para 
alimentar los clasificadores.

Para reducir dimensiones



Ejemplo: clasificación señales con LDB

Datos: 3 clases con 5 señales c/u

Mejores elementos y  base LDB obtenida



Base más rala (BSB)



Ralo y/o independiente

• Ralo: descripción de una señal en términos de 
pocas características significativas.

• Independiente: estas características o “causas” 
se suponen independientes. 

• Criterios diferentes, pero representaciones 
“similares”.

• Interpretación en términos de “detección” de 
características.

ICA
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Dispersión vs curtosis
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distribuciones 

ralas. 



El “espectro” es más ralo que el “tiempo”…

¡Para el habla!



Base menos dependiente (LSDB)



Nociones LSDB 

DatosTransformación

Criterio de independencia

Información mutua



Otro Enfoque: Evolutivo



Representaciones basadas en 

diccionarios “generales”



Diccionarios y

Particiones 

t-f

CPT; cuasi-DCT CPT; “agujero negro” DDWT

WPT; DDWT “invertida”

t

f

WPT; arbitraria

t

f
f ff

t tt

Dirac Fourier CPT; cuasi-Gabor

f f f

t t t

Mezcla WPT+CPT

t

f

Diccionario 

no l.i.

no completo



Diccionario general (no l.i.)

• Ortogonalidad?

• Completitud?

• Redundancia?

Φ =

t

f



¿Necesito completitud?

• Sólo la imprescindible 

para representar las 

señales de interés…



¿Es útil la redundancia?

• La redundancia implica 

tener información 

“repetida”.

• Es útil para aumentar la 

robustez al ruido.



¿Hay algo similar a la i.l.?

• Coherencia mutua:

– Es otra forma de caracterizar la dependencia entre 

los átomos.

1 , ,
2 2

( ) max

T

i j

i j M i j
i j

 


   
=


Φ



Ralo y/o independiente

• Ralo: descripción de una señal en términos de 
pocas características significativas.

• Independiente: estas características o “causas” 
se suponen independientes. 

• Criterios diferentes, pero representaciones 
“similares”.

• Interpretación en términos de “detección” de 
características.

ICA



Ralo y/o independiente

• “Un código ralo es aquel que representa la 

información en términos de un número 

pequeño de descriptores tomados de un 

conjunto grande”

• Mallat: Describir concepto con oraciones de 

diccionario pequeño y grande.
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Análisis por síntesis

Plano

Síntesis

a

Plano

Análisis

a

Señal

x

Φ = WPT

Symlets(8)

x10



Características

• Reciente aparición (‘96)

• Ventajas

– Superresolución (Chen ’96, Goddard ‘01).

– Robustez al ruido (Sardy ’00, Rufiner ‘04).

– Dispersión e ind. (Saito ’01, Hyvärinen ‘99).

– Codificación eficiente (Sejnowski ‘00).

– Clasificación y Generalización (Girosi ‘98).



Características

• Ventajas (cont.):

– Evidencia fisiológica 
(Olshaussen ’96, Rufiner ‘05).

– Enfoques determinísticos o estadísticos.

– Posibilidad análisis a medida o automático.

• Desventajas:

– Gran cantidad de dimensiones*.

– Tiempo de cálculo.



Planteo “lineal” (inverso)

ε Φa εag g
g

f
ÎG

= + = +åx

Φ

ε

donde:

 es el vector de la señal

 es el vector de coeficientes

 es la matriz de elementos del diccionario

 es un vector de ruido aleatorio

x

a

Observación: 

A pesar de la apariencia sencilla, si hay ruido y/o Φ no es una 

matriz cuadrada inversible, el problema está mal condicionado…

Φ

ε

en el caso general:

 conocida

 desconocido

 desconocido

 desconocido

x

a
Objetivo

Modelo de síntesis lineal



Planteo del problema

• ¿Cómo encontrar la menor cantidad de 

coeficientes que representan la señal original, 

eliminando los efectos del ruido?

– Problema de Inferencia

• ¿Cómo construir el diccionario que mejor 

describa el tipo de señales a analizar?

– Problema de Aprendizaje (más complejo)



Inferencia y Aprendizaje

Corteza
auditiva

Oído

Habla/ sonidos
ambientales

Activación
cortical

x F a

Modelo / SistemaAmbiente/
Datos / Entrada

Representación/
Código /Salida

M
-1

Φ ε( , )x aM

Ejemplo



Planteo del problema

• Para resolverlo:

– Disminuir las posibles soluciones del problema 

mediante una serie de restricciones útiles en la 

aplicación.

– Un método que permita encontrar una solución 

adecuada en base a la formulación original y estas 

nuevas restricciones planteadas.



Enfoques

• Determinístico:

– Restricciones: Medidas, distancias o costos. 

– Solución: Optimización. Regularización.

• Estadístico: 

– Restricciones: Funciones densidad probabilidad 

(fdp).

– Solución: Optimización. Maximizar Verosimilitud 

o Probabilidad Posterior.



Posibles criterios ralo:

• 0 : “norma”-0 

• 1 : norma-1 (fdp laplaciana)

•  : curtosis

•  : entropía (o complejidad)

• #bits : cantidad de bits

Normas y 

medidas

Estadística e 

información



Modelo generativo (rel. ICA)

ε Φa εag g
g

f
ÎG

= + = +åxModelo de síntesis lineal
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Coeficientes originales

Coeficientes estimados

fdp supergaussiana iid

3x1

fdp gaussiana

2x1

2x3

Tengo muchos x

pero una sola Φ



Planteo formal de la solución



Planteo formal de la solución



Inferencia

Encontrando los coeficientes de la 

representación…



Inferencia

• Sin ruido, determinístico:

– BP, MP, BOB, MOF (Chen ’96, Goddard ‘01).

• Con ruido, determinístico:

– BPD (Chen ‘96, Rufiner ‘04).

• Con ruido, estadístico:

– Diferentes fdp coeficientes y ruido, independencia
(Olshausen ‘97, Lewicki ‘98, Sejnowski ‘00, Plumbey ‘01, 

Sardy ‘00).



Inferencia

Enfoque Determinístico



Norma - p

• Para vectores de dimensión finita:

1/

1

p
pM

mp
m

a
=

 
=   
 
a 1 p 

Ma
Vectores columna



Norma - p

p
a

a



“Norma” p = 0

( )

 

000

0

lim

# : ( ) 0

p

pp

n a n

→
= =

= 

a a a

a

Medida de “dispersión”

a

Coeficientes

a

Coeficientes

Es una pseudo-norma



Inferencia: sin ruido, “ideal”



Inferencia: Búsqueda Bases (BP)

Encuentro este mínimo en forma global

Problema cercano (ℓ0 “convexificado”)



Inferencia: Norma 0 vs 1 (a)



Inferencia: Norma 0 vs 1 (a)

norma 10 norma 3

norma 2 norma 1

norma 0.5 norma 0.1



Inferencia: “Norma” 0 vs 1 (a)

1a

2a

q =1

2211x aa=

1a

2a

0 q <1

2211x aa==

q < 1 q = 1

No cumple con

la desigualdad 

triangular



Inferencia: Norma 0 vs 1 (a)

q < 1 q = 1

Esfera q−
3

2 3

2









a

Φ

x

=x Φa
=x Φa
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Inferencia: Búsqueda Coincidencia (MP)



Inferencia: Búsqueda Coincidencia (MP)

Encuentro el mínimo en forma local



Inferencia: Búsqueda Coincidencia (MP)
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MP ortogonal

• Si el diccionario no es ortogonal el algoritmo puede 

resultar inestable.

• Al hacer la resta se reintroducen componentes 

“eliminadas” previamente y el residuo oscila 

constantemente…

• Mallat y Zhang propusieron otra versión que 

ortogonaliza las direcciones de proyección mediante 

un procedimiento de Gram-Schmidt.



Diccionarios de moléculas

• La descomposición 

atómica puede perder 

la información de la 

“estructura” de la 

señal (relación 

“local” entre los 

átomos).



Diccionarios de moléculas

• Entonces se 

utilizan en los 

diccionarios 

elementos 

formados por 

varios átomos (o  

moléculas).

MMP (MP Molecular)



Inferencia: Best Ortogonal Basis

• Es posible ver a los métodos de búsqueda de bases 
ortogonales (BOB) como métodos indirectos para 
encontrar los coeficientes dado un diccionario WPT o 
CPT.

• En algunos casos este algoritmo da representaciones
ralas cercanas al óptimo, sin embargo esto sólo es
posible cuando la representación se puede hacer en
términos de una base ortogonal.
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Inferencia: Método Marcos (MOF)
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1a

2a

P>1q =2

2211x aa==

1a

2a

0 q <1

2211x aa==

Inferencia: Norma 0 vs 2

0 · q < 1 q = 2



Inferencia: Norma 0 vs 2

q < 1 q = 2

3

2 3

2









a

Φ

x

=x Φa
=x Φa

Esfera q−



Inferencia: con ruido, “ideal”



Inferencia: BP con ruido



Inferencia: BP con ruido



Inferencia: Norma 0,1 y “2” c/ruido

0 · q < 1 q = 1

1a

2a aa --
2x 2a

1a

aa --
2x 

1a

2a aa --
2x 

q > 1



Inferencia: determinístico c/ruido

Problema de Regularización



Inferencia: BP c/ruido



Inferencia: MP c/ruido



Ejemplo: Limpieza de ruido



Ejemplo: Limpieza de ruido

Transformada
directa

Umbralamiento

Transformada 
inversa

Señal
Entrada

Señal
Salida



Ejemplo: Limpieza de ruido



0 0.2 0.4 0.6 0.8 1
-5

0

5

10

x
'(

t)

t(seg)
0 0.2 0.4 0.6 0.8 1

-5

0

5

10

x(
t)

t(seg)

0 0.2 0.4 0.6 0.8 1
-5

0

5

10

x d
n
(t

):
 d

u
ro

t(seg)
0 0.2 0.4 0.6 0.8 1

-5

0

5

10

x d
n
(t

):
 s

u
a
v
e

t(seg)

Ejemplo: Limpieza de ruido (DDWT)

Señal x(t) artificial 

limpia y ensuciada 

con ruido blanco 

(SNR=0 dB). 

Resultado de limpieza  

mediante: 

umbralamiento duro y 

blando. 

Se utilizó la DDWT 

con ondita madre 

Symmlet 8.



Ejemplo: Limpieza de ruido (“ralos”)

Señal x(t) artificial 

limpia y ensuciada 

con ruido blanco 

(SNR=0 dB). 

Resultado de la 

limpieza  mediante: 

MOF, BOB, MP y 

BP. 

Se utilizó un 

diccionario WPT 

Symmlet 8 de 

profundidad 10.

0 0.2 0.4 0.6 0.8 1
-5

0

5

10

x
'(

t)

t(seg)
0 0.2 0.4 0.6 0.8 1

-5

0

5

10

x(
t)

t(seg)

0 0.2 0.4 0.6 0.8 1
-5

0

5

10

x d
n
(t

):
 M

O
F

t(seg)
0 0.2 0.4 0.6 0.8 1

-5

0

5

10

x d
n
(t

):
 B

O
B

t(seg)

0 0.2 0.4 0.6 0.8 1
-5

0

5

10

x d
n
(t

):
 M

P

t(seg)
0 0.2 0.4 0.6 0.8 1

-5

0

5

10

x d
n
(t

):
 B

P
t(seg)



Inferencia

Enfoque Estadístico



Equivalencia entre enfoques

• Es posible encontrar resultados o soluciones 

similares aplicando ambos enfoques.

• A continuación veremos el caso estadístico.



Inferencia

• Sin ruido, determinístico:

– BP, MP, BOB, MOF (Chen ’96, Goddard ‘01).

• Con ruido, determinístico:

– BPD (Chen ‘96, Rufiner ‘04).

• Con ruido, estadístico:

– Diferentes fdp coeficientes y ruido, independencia
(Olshausen ‘97, Lewicki ‘98, Sejnowski ‘00, Plumbey ‘01, 

Sardy ‘00).



Inferencia: estadístico



Inferencia estadístico



Inferencia estadística

PrioriPosteriori

Evidencia

Verosimilitud



Inferencia estadística



Inferencia estadística

Ejemplo

a) verosimilitud gaussiana, b) “a priori” tipo Cauchy, c) el producto…

(en función de a1 y a2)

P(x|, a) P(a) P(x|, a) P(a)

â



Inferencia estadística



Inferencia estadística



Inferencia estadística
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Inferencia estadística



Inferencia estadística



Inferencia estadística



Inferencia estadística



Inferencia estadística



Inferencia estadística

P(ai)  laplaciana y mixta, con K = 0.6 y  = 0.5
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Inferencia estadística



Ejemplo: música polifónica

Abdallah y Plumbley (2005) 



Inferencia estadística



Aprendizaje

Encontrando el diccionario 

“óptimo”…



Búsqueda de diccionarios

• A medida (“ad hoc” a mano):

– Dirac, Fourier, Onditas, Paquetes (Goddard ’01, Rufiner ‘04), 
Sinusoides amortiguadas (Vetterli ‘99), o mezclas.

• Ajuste automático (u óptimo):

– Búsqueda bases: a partir de familias (BOB, LDB, BSB, etc)

– Determinísticos: MOD, K-SVD, Regularización (por explorar)

– Empíricos: Descomposición modal empírica (EMD, Huang ’98, por 
explorar).

– Estadísticos: Olshausen, Lewicki, Plumbley (verosimilitud modelo), 
Barros ‘99 (forma modelo), Paramétrico (Rufiner ‘02, Rufiner ‘05), 
otros enfoques “temporales”.

• Mixto o híbrido (por explorar): 

– Ejemplo: inicializar automáticos a partir diccionarios “ad hoc”.



Búsqueda de diccionarios

• Esquema general de los algoritmos:

Bucle interno

Bucle externo



?
Aprendizaje

Enfoque Determinístico



Generando señales en Ralo-landia

M
• Cada columna en 

Φ (diccionario) 

es una señal
prototipo
(átomo).

M

N


Diccionario fijo

• El vector a se 

genera en forma 
aleatoria con 
pocos elementos
≠ de 0, en 
localizaciones
aleatorias y con 
valores
aleatorios. Vector ralo aleatorio

=

a

N

x



Estableciendo el Problema…

Multipli
car por 

Φ

=x Φa

M
a

Dado un conjunto de datos de 
ejemplo, podemos suponer el 
modelo de Ralo-landia y preguntar:

 
1

P

j j=
X

?=Φ2

0 2,
1

min . . ,
P

jj j

j

L s a j
=

 − 
Φ A

a Φa x



c/ejemplo es una
combinación lineal de                  

átomos de Φ

Enfoque Práctico – Objetivo

ΦX
A

c/ejemplo tiene una
representación rala con 

no más de L átomos

2

2 0,
1

. . ,
P

jj j

j

min s a L j
=

−  
Φ A

Φa x a

Field & Olshausen (96’)

Engan et. al. (99’)

Lewicki & Sejnowski (00’)

Cotter et. al. (03’)

Gribonval et. al. (04’)

( N, M, L se suponen conocidas)



MOD (Engan ´99)

• Se puede ver el problema como una minimización

anidada: 

– una minimización “interior” del número de ceros en a, 

(para Φ dado) y,

– una minimización “exterior” sobre Φ. 

2

2 0,
1

min . . ,
P

jj j

j

s a L j
=

−  
Φ A

Φa x a

Método de las 

direcciones óptimas



MOD (Engan ´99)

• La estrategia de alternar minimizaciones parece

natural: 

– En el k-ésimo paso, usamos Φ(k-1) y resolvemos P

instancias del problema de inferencia ralo (para cada señal

disponible).

– Esto nos da la matriz A(k), y resolvemos Φ(k) por mínimos

cuadrados:

( )
12

( ) ( ) ( ) ( ) ( ) ( )arg min T T

k k k k k kF

−
= − = =

Φ

Φ X ΦA XA A A XA

Método de las 

direcciones óptimas



MOD (Engan ´99)

• Resumen del 

algoritmo.

Método de las 

direcciones óptimas



Aprendizaje: determinístico

• K-SVD:

– Desarrollado por Aharon, Elad (et al), maneja los átomos 

del diccionario en forma secuencial.

DCT K-SVD



K-SVD (Aharon, Elad ´04)

• Utiliza una analogía con el algoritmo de 

agrupamiento no supervisado k-Medias.

• Optimiza el diccionario tomando los átomos de 

a uno, por lo que resulta más eficiente que el 

anterior.



Repaso k-Medias



k–Medias para Agrupamiento

ΦInicializar

Φ

Codificación rala

Vecino más cercano

Actualiza
Diccionario

Columna-x-columna
Cálcula Media sobre
ejemplos relevantes

X
T

Agrupamiento: Codificación rala “extrema”  



K–SVD: General

ΦInicializar

Φ

Codificación rala

Usa MP o BP

Actualiza
Diccionario

Columna-x-columna

mediante SVD

Aharon, Elad, & Bruckstein (`04)

X
T



K–SVD: Etapa de codificación rala

Φ

X
T

2

2 0
1

min . . ,
P

jj j

j

s a L j
=

−  
A

Φa x a

Φ es conocido!  

Para el jesimo item           
resolvemos 

2

02
min . .j s a L− 

a
Φa x a

Problema de Inferencia ya 
resuelto!!!



K–SVD: Etapa actualización diccionario

Φ
Gk : Los ejemplos en             que

usan la  columna ϕk.

 
1

P

j j
X

=

?
k

 =

El contenido de ϕk influencia sólo
a los ejemplos en Gk. 

Vamos a fijar todos los A y Φ
fuera de la kth columna y vamos a  
buscar ambos, ϕk y la kth columna
en A para ajustar mejor el 

residuo!



ϕk se obtiene por SVD sobre el residuo de los ejemplos en Gk.

Φ
?

k
 =

Residuo E

ka

Tenemos que resolver:

2

,
min

kk

T

k k F
 −

a
a E

K–SVD: Etapa actualización diccionario

Diferencia con la señal X’ 

para los átomos ≠ de k



K-SVD 

• Resumen del 

algoritmo.



K–SVD: Experimento artificial

Φ

Crear un diccionario aletorio de 
2030 con columnas normalizadas

Generar 2000 señales de ejemplo con 
3 átomos c/u y sumar ruido
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Entrenar un diccionario usando
KSVD y MOD y comparar



10,000 muestras imágenes 8-x-8.

441 elementos del diccionario.

Método de aproximación: OMP

K-SVD:
Haar sobrecompleto

K–SVD sobre imágenes



Aprendizaje por Regularización



Aprendizaje

Enfoque Estadístico
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Ejemplos: Imágenes naturales



Ejemplos: Imágenes naturales



Ejemplos: Imágenes naturales



Ejemplos: Texto escrito



Ejemplos: Texto escrito



Ejemplos: Limpieza imágenes

Limpia Sucia Wiener Rala



Ejemplos: Audio



Otros posibles enfoques…

• Harpur (1996): redes neuronales recurrentes con términos de penalización.

• Rao (1997): algoritmo FOCUSS para selección de subconjuntos.

• Engan (2000): familia de algoritmos iterativos de aprendizaje de diccionarios 
basados en cuadrados mínimos (ILS-DLA).

EMD??



Bibliografía y software

WAVELAB 850



Bibliografía y software

ATOMIZER

SPARSELAB

KSVD

A Numerical Tour of 

Signal Processing

http://www.ceremade.dauphine.fr/

~peyre/numerical-tour/tours/

http://www.ceremade.dauphine.fr/~peyre/numerical-tour/tours/


Bibliografía y software

NOCICA

http://videolectures.net/



Bibliografía y software

• Mallat, “A Wavelet Tour of Signal Processing”, 3rd Ed, 2009.

• Elad, “Sparse and Redundant Representatios”, 2010.

• Starck, Murtagh & Fadili, “Sparse Image and Signal

Processing”, 2010.



Bibliografía y software

• Flandrin, P.;Time-Frequency/Time-Scale Analysis, 

Academic Press, San Diego, 1999 

• Hyvärinen, J. Karhunen, E. Oja, Independent 

Component Analysis. John Wiley & Sons, 2001

• Rao, R. P. N ; Olshausen, B. A.; Lewicki, M. S.; 

(Eds.), Probabilistic Models of the Brain: Perception 

and Neural Function. MIT Press, 2002.


